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Un Poco de Historia

Nicholas Metropolis

Ulam concibid este método
en 1946 mientras meditaba
sobre las probabilidades de
ganar un juego de cartas del

solitario.
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Un Poco de Historia

* Transformar los problemas analiticos en un problema estocastico (aleatorio) que
faciliten su solucion a través de un muestreo estadistico.

 Este trabajo transforma el muestreo estadistico de una curiosidad matematica a una
metodologia formal aplicable a una amplia variedad de problemas.

N.Metropolis;s. Uam.  JOURNAL OF THE AMERICAN
The Vonte carle STATISTICAL ASSOCIATION

American Statistical
Association, Vol. 44, No.

247. (Sep., 1949), pp. THE MONTE CARLO METHOD
335-341

Number 247 SEPTEMBER 1949 Volume 44

Nicaoras MeTroPOLIS AND 5, ULaMm
Los Alamos Laboratory



Modelizacién de Sistemas Bioldgicos

Aplicaciones de Modelos de Monte Carlo

* MC es uno (el mas usado) de los métodos de modelado estadistico.

 Aplicacion (algunos ejemplos):
* Ingenieria mecanica: Modelos de fatiga de materiales.
Biologia: Interaccion de moléculas y células.
Economia: Modelos de riesgo y célculos coste/beneficio.
Procesado de imagen: Refinamiento de microscopia o imagen satélite.
Fisica: Astrofisica, meteorologia
Estrategia y planificacion: Monte Carlo Tree Search
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Introduccion a Monte Carlo: Ejemplo

* Resoluciéon de un problema (trivial):

e Calculo de la constante .

* Problema de integracion sobre el area de un circulo:
* Sitengo un cuadrado de lado | con un circulo (de radio I/2) inscrito dentro.
* Existe una proporcion entre el area del cuadrado y la del circulo interior:

. [/ N2

. Area Circulo =7T(/2) T ‘ T —4g
Area Cuadrado [2 4

» Si genero puntos aleatorios dentro del cuadrado, puedo estimar esta proporcion

contabilizando los que estan dentro del circulo.
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Introduccion a Monte Carlo: Ejemplo

* Resolvemos el problema para un cuadrante y para /=1 (el
ratio o es independiente del tamano de /).

e Algoritmo:
* Genero un punto p € ([0,1]; [0,1])
» Estara dentro del circulo si:
\/p.XZ +p.Y2<1 Aproximacion a m:

* Entonces incremento el contador de puntos interiores.
* Incremento el contador de puntos. Puntos Interiores

=4

Puntos Totales
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Integracion por Medio de Métodos de Monte Carlo

10



Generalizacion para Todo Problema de
Integracion

* Aproximacion por medio de otras funciones (conocidas) o por medio de la
sumas discretas.

f(x)

1 1 1 N
[rwar=[geoax [ reade=3) fow
0 0 0 =1
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Monte Carlo de Aceptacion/Rechazo

* El modelo del calculo del area (integracion) usando la generacién de
puntos se denomina Monte Carlo de Aceptacidon/Rechazo.

* Es uno de los modelos menos precisos.
e Aunque intuitivamente mas faciles de entender.

* Existen otras variantes (orientadas a la estimacion de integrales):
 Monte Carlo con muestreo estratificado.
* Monte Carlo con muestreo por importancia.

12



Modelizacién de Sistemas Bioldgicos

Otras Alternativas

* Monte Carlo Estratificado:
» Se establecen unas divisiones (regulares) de las variables de entrada.
* Se genera un numero de valores N para cada uno de los intervalos.
* Fuerza a una mayor uniformidad en el muestreo.

* Monte Carlo por Importancia:
* Se enfatiza el muestreo en las regiones que tiene una mayor diversidad.

* La recopilacion de informacion esta sesgada por caracteristicas de la propia
funcion.

13
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Integracion con Monte Carlo

Monte Carlo por

A ion/Rech ifi Monte Carlo Crudo ,
ceptacion/Rechazo Monte Carlo Estratificado Importancia
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Integracion de Monte Carlo

b N
1
1= [ reax In = (b= @) ) f(x)
o i=1

* | : Estimador de MC
 N: NUmero de muestras

* X4, X5 ... Xy Puntos aleatorios generados por medio de una distribucién (uniforme)
entre los valores de a y b.

El objetivo es aproximar el resultado cuando  lim I, =1

éCual es el valor de N adecuado?
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Analisis de Escenarios y Simulacion

16
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Aplicacion al Analisis de Escenarios

* Muchos analisis se basan en el estudio de escenarios posibles (what-if
scenarios) y la evaluacion de los mismos (en costes, riesgos, ...).

* MC se usa en estos casos como herramienta de soporte a la decision.

* Posibles usos/resultados:
* Estimar las probabilidades de determinados resultados.
* |dentificacion de componentes criticos.
 Sensibilidad del modelo a cambios e hipotesis.
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Analisis de Escenarios

Modelizacidn de Sistemas Bioldgicos

* El estudio del escenario parte de la hipotesis de poder modelizar (de una

forma fiable) un fendmeno concreto.

Modelo

Caso base

®
\% Peor caso

Rango de valores de entrada
Modelo
E— S
Distribucion de entrada

Mejor caso ?

Matematico

@ Modelo
® Input © o Output
@ npu Matematico Htpd

"Mejor salida
Salida media
Peor salida

Multitud de
datos de
salida
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Metodologia de Aplicacion
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Metodologia de Aplicacion

1. Modelo matematico (determinista): Definicion matematica (computable) del

fendmeno a estudiar.

2. Identificacion de la distribucion de las variables de entrada: Dichas distribuciones

se pueden estimar o asumir como hipotesis.

3. Generacion aleatoria de valores: Las variables aleatorias (de acuerdo a sus

distribuciones) se muestrean.

4. Analisis de resultados: Recoleccion de resultados y presentacion de los mismos.

Orientado a la toma de decisiones.
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Modelo Matematico

* Dependiente del dominio: Mecanica, Termodinamica, Teoria de control,
Biologia molecular, Economia, ...
* Modelo determinista: Una vez definidas las entradas del modelo, su resolucion no
es dependiente de variables aleatorias.
* Modelo estocastico: La aplicacion del modelo lleva consigo determinados aspectos

gue son dependientes de una o mas variables aleatorias.

* Ejemplo: En un modelo de riesgo compartido, cuando los tratamientos médicos tiene un
determinado grado de eficacia.
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Modelo Matematico: Ejemplo

e Calculo de coste:

* Se quiere vender un producto al por menor (a 500€/unidad), adquiriendo dicho
producto de un proveedor que nos ofrece dos opciones de compra:
* Compra por adelantado a: 310€/unidad
* Compra bajo demanda a: 450€/unidad

* Formula de coste/beneficio:

beneficio = 500 X UV — coste

310 X UCA StUCA=UV

coste = {310 X UCA+ 450 x (UV —UCA) SiUCA<UV

uv: Unidades vendidas
UCA: Unidades compradas por adelantado

22
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Monte Carlo en Modo Bootstrap

* Una de las alternativas a modelizar la distribucion de las variables de
entradas (cuando se tiene datos suficientes es):

* Muestrear de forma aleatoria valores de las series de datos disponibles en la
entrada de una forma repetitiva.

* De esta forma no es necesario saber la distribucion de estos datos, sino que se
usan los propios datos experimentales.

e iCOmo de fiables son estos datos?

* En este sentido las técnicas de remuestreo (bootstrap) aplicadas en
aprendizaje automatico tienen el mismo fundamento.

24



Simulacion de Monte Carlo

Estimacion de Errores y Analisis de Resultados

25
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Estimacion de Errores

A la hora de estimar el valor medio de un efecto
n
. 1
que se estima como g, = szi

s i=1
Leyes de los grandes numeros:
* Ley débil: lim P(li, —ul<e)=1
* Ley fuerte: P( lim |, — pl = 0) =1

El propio estlmador es una variable aleatoria con su medla y varianza
E(fy) = ZIE(X) - E((fn — 1)%) = —

o
Y esto vale para: \/E((ﬁn —W)?) = \/—% Dependiente de n

en orden O(n*)

Error cuadratico

medio
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Estimacion de Errores (Cont.)

* Para duplicar la precision de un modelo de Monte Carlo es necesario
multiplicar por 4 el numero de muestras generadas.

* Hay métodos analiticos (regla de Simpson) con mejores precisiones (O(n
1)) pero que requieren:
» 42 derivada calculable analiticamente

* Depende de la complejidad del problema (niumero d de variables de entrada al
problema), en realidad O(n#9).

27
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Estimacion de Errores (Cont.)

 Como hemos visto el error cuadratico medio depende de |la desviacion
tipica del fendomeno y del nimero de muestras. .,

1
[} 2 — _ N 2
* NO se conoce pero se puede estimar (s): " 73 E:(Xi An)
i=1

* Por otro lado, se asume que la expresion \/E((ﬁn — W)?) sigue una
normal NV (0,1).

* Por lo tanto podemos despejar la media y definir en base al estimador de
la desviacion los umbrales:

S S
. ~1(a; \_>_ . ~1(a; \_>_ S -
fn — @ ( /Z)ﬁS U<py,+>o ( /2)\/ﬁ o, +1,96 :jn;T;v;I;)d?::lo;;:;nza
n 6

Funcién de probabilidad

acumulada de una normal i + 258 Intervalo de confianza
Funcién Z para el calculo de Un T 4, Jn de la media al 99%

los cuantiles de una normal.

®(a) En la practica: —

®~'(a)

28
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Estimacion de Errores: Ejemplo

En el ejemplo anterior calculamos las medias de las simulaciones y las desviaciones tipicas de las propias simulaciones:
1000 uds.|__ 1500 uds.| 2000 uds.| 2500 uds 3000 uds.| 3500 uds.| 4000 uds.

iviedia 263.666 324.859€ 359.683€ 349.111€ 279.206€ 160.858 € 16.397 €
46.485 € 76.742€ 137.564€ 219.069€ 292.025€ 338.106€ 356.677 €

356.637€ 478.343€ 634.811€ 787.249€ 863.256€ 837.070€ 729.752 €
263.666 € 324.859€ 359.683€ 349.111€ 279.206€ 160.858 € 16.397 €
170.696 € 171.375€ 84.555€  -89.026 € -304.844€ -515.355€ -696.957€

n
1 . 51000 .
— 821000 = mz(xl — 263666)2 fy £ 1;96m i, + 2510
i=1

El rango de valores entre los cuales esta la media, con un umbral de confianza del 95% serian:
Compra | 1000 uds) 1500 uds| 2000 uds] 2500 uds. 3000 uds. 3500 uds.| 4000 uds
W 261.156€ 320.802€ 352.348€ 337.127€ 262.790€ 141.916€  -3.621€
W 263.666€ 324.859€ 359.683€ 349.111€ 279.206€ 160.858€  16.397 €
VB 266.176€  328915€ 367.017€ 361.096€ 295.621€ 179.800€  36.416 €

1,96 s/(n?) 2.510€ 4.057 € 7.334 € 11.985 € 16.415 € 18.942 € 20.019€
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Problemas Computacionales de |la Estimacion de
0s Errores

* Para valores muy altos de n, la estimacion de s puede tener un problema debido a los
errores de redondeo. L&
$7 = —— ) (X = fin)?
i=1

n—1

* El problema es mas probable si: 0% <K uyn = 10°

* Una alternativa para evitar dichos problemas (y calcular ambos estimadores en una
sola pasada) es usar un calculo incremental (siendo fi,, = X; y S; = 0):

A S
6; = Xi — fi—1 y luego s% = —C
5 n—1
Vi={2..n} fi = fi_1 + Tl Para \{alores muy grandes de n existe un célculo
5 aproximado de s
(i —1)o;
Si - Si—l + .

l

gue tiene la ventaja de ser calculable en paralelo

30
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Riesgos en el uso de Simulaciones

Sensibilidad a los datos de entrada:

* GIGO: Garbage in, garbage out.

* Hipodtesis plausibles y modelizacidn de las distribuciones de entrada adecuadas (en tipoy
parametros).

Modelizacion de los aspectos deterministas del modelo: Para un dato de entrada
concreto écual es la salida esperada? éexisten efectos estocasticos internos no

controlados?

Reporte de resultados: Conocer la fiabilidad estadistica y el umbral de error que
estamos cometiendo.

Coste computacional: Dependiente de la dimensién y/o complejidad del problema.

31
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Entornos de Programacion

* Lenguajes de proposito general: Mas flexibles, aunque requieren algunas
bibliotecas especificas de muestreo:

* Lenguajes orientados a la simulacion:
 MATLAB : Simulink
* Paguetes estadisticos: SPSS, R, SAS
* SIMAN, SLAM, SIMSCRIPTS.

32
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Herramientas y Entornos

 Crystal Ball (Oracle): Simulador MC para excel.
 @RISK (Palisade): Analizador de riesgo.

* Solver (Frontline Systems): Suite de herramienta para soporte a la
ecision. - —
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Simulacion de Monte Carlo

Métodos Derivados de Monte Carlo

34
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Markov Chain Monte Carlo

* En MCMC (Markov Chain Monte Carlo):

* En lugar de intentar muestrear las variables de entrada, ...

e ... Se muestrea una cadena de Markov que “genera” la distribucion objetivo:
* Para n variables de entrada se toman los primeros n valores. (Y asi sucesivamente).

* La cadena de Markov en su estado estacionario se aproxima a la funcion de distribucién
objetivo.

* MCMC se basa en el concepto de “camino aleatorio” (random walk):

* Se modeliza mediante un autémata probabilista de estados los datos (mas sencillo
que modelizar los datos completos)

e Se toma un valor aleatorio de la muestra.
» Se aplica la probabilidad de transicion varias veces hasta obtener un nuevo dato.

35
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Markov Chain Monte Carlo

e Cadena de Markov:

* Asume que la probabilidad para pasar de un estado a otro en un instante t, solo
depende del estado en el instante t-1.

0.4
0.703 0 /g\ -
T= |0.30.40.3 i -
0.7 0.3 0.3 0.7
0 0.30.7 CZ/
* Propiedades:

* Irreducibilidad: Se puede ir de todo estado a todo estado.
* Aperiodicidad: No existen ciclos.

36
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Markov Chain Monte Carlo

e Si tomamos el modelo de cadena anterior:

e La distribucion estacionaria seria:

0.70.3 0
T= 10.30.40.3
0 0.30.7

Modelizacién de Sistemas Bioldgicos

0.3

0.4
0.3

Ow 0.3 0.3

(0.330330.33)x[0-703 0 |=(0330.330.33)

e Resultado del muestreo:

0.30.40.3

0 0.30.7
1,1,2,3,2,1,2,3
1,2,2,1,1,2,3,3
1,1,1,2,3,2,2,1
1,2,3,3,3,2,1,2
1,1,2,2,2,3,3,2
1,2,2,2,3,3,3,2

Distribucion empirica

[0.33 0.33 0.33]
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Quasi-Monte Carlo

* Difiere de MC en la estrategia para generar las variables de entrada:
* MC: D variables seleccionadas de forma aleatoria.

 QMC: Se genera un vector de tamano D, de forma que se generen por medio de
secuencias de baja discrepancia: Secuencias de Halton o Sobol.

“ .’i oves o O Puntos 1-10
R Sefes O Puntos 11-100
AR SSten LU0 puntos 101-256
Secuencia pseudo-aleatoria Secuencia de Halton

© Wikipedia
38
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Quasi-Monte Carlo

* Ventajas:
e Asegura un recubrimiento mas uniforme del espacio de variables.

* Es adecuado cuando el numero de variables D del problema es alto (alta
dimensionalidad).

. (logN)D) ( 1 )
e El tid 0 | d —
error cometiao es ( N en lugar ae o0 NI

39
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Variantes Segun Aplicacion

* Monte Carlo Tree Search: Generador de controladores (en juegos:
Starcraft).

* Monte Carlo Cell Dynamics: Simulacion de movimiento browniano
(biologia molecular: MCell).

* Monte Carlo Ray Tracing: Técnica de renderizado (Animacion: Manta Ray)



Simulacion de Monte Carlo

Ejemplo en Clase

41
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e iCual es |la probabilidad de lanzando una aguja de tamafo / sobre un
suelo con rallas la aguja toque una de estas rallas?

\ 4 El problema tiene una
solucion analitica.

||
/ i |
- * Calcular por medio de
\ —~— un método MC |a
~ probabilidad para los

valores de entrada / y d.
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